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1 Úvodem

Objekty s prom¥nnými charakteristikami jsou p°edm¥tem soust°ed¥ného zájmu astrofy-
zik·, protoºe svou prom¥nností toho o sob¥ prozrazují více, neº objekty neprom¥nné.
Zji²t¥ní a matematické vyjád°ení povahy £asové prom¥nnosti m¥°ených veli£in (jasnost,
magnetické pole, intenzita spektrálních £ar, polarizace apod.), hledání trend·, cyklických
zm¥n, periodicit apod. - to jsou nej£ast¥j²í úkoly, které praktická astrofyzika °e²í. Nejd·le-
ºit¥j²ím nástrojem pro matematické zpracování t¥chto závislostí je tzv. regresní analýza a
zejména její nejstar²í a nejpropracovan¥j²í disciplína � metoda nejmen²ích £tverc· (MN�,
anglicky least square method - LSM).

D°íve neº p°istoupíte ke zpracování pomocí regresní analýzy, doporu£uji abyste si
celou situaci nejprve zevrubn¥ obhlédli, coº mj. znamená, ºe si do nejr·zn¥j²ích graf·
£i schémat vynesete vzájemné závislosti v²ech moºných veli£in doty£ného objektu, a´ uº
vámi nam¥°ených nebo p°evzatých z literatury. V¥°te, ºe tyto �obrázky� vám o povaze vzá-
jemných souvislostí mezi jednotlivými charakteristikami pov¥dí více neº sebedokonalej²í
£íselné rozbory. Zjistíte-li, ºe zobrazené výsledky m¥°ení {yi} jeví jistou £asovou závislost,
z°ejm¥ téº pocítíte neodolatelné nutkání tuto závislost proloºit (�t) n¥jakou elegantní
hladkou k°ivkou. Pro£? Nejspí² proto, abyste vid¥li, jak se daná veli£ina doopravdy m¥ní,
tedy jak by to asi vypadalo, pokud byste doty£nou veli£inu dokázali m¥°it nep°etrºit¥ a
p°itom navíc absolutn¥ p°esn¥. K tomuto ideálu samoz°ejm¥ nedosp¥jete nikdy, lze se mu
v²ak alespo¬ p°iblíºit. Metoda nejmen²ích £tverc· p°itom nazna£uje osv¥d£enou cestu,
jak toho dosáhnout.

Doporu£uji vám, abyste ale p°edem zváºili, zda je v·bec t°eba n¥co prokládat a po£í-
tat! Chceme-li totiº jen dokumentovat, ºe tu ona závislost existuje, tak je poctiv¥j²í do
grafu ºádnou k°ivku nevkreslovat, sta£í jen zvolit vhodná m¥°ítka na osách a obrázek
prezentovat v jeho originální podob¥. Pouze tehdy, chceme-li s výsledky proloºení dále
pracovat a n¥co z nich vyvozovat, je záhodno pustit se do matematického zpracování.

1.1. Regresní model

Vy²et°ujme nejprve £asovou závislost vybrané m¥°ené veli£iny y na základ¥ £asové °ady,
coº je soubor n trojic {ti, yi, σi}. P°edpokládejme p°itom, ºe £as m¥°ení t známe naprosto
p°esn¥, lze jej tedy pokládat za nezávislou veli£inu, zatímco jednotlivá m¥°ení závisle

prom¥nné veli£iny y, yi, jsou zatíºena ur£itou nejistotou, °ekn¥me σi.
Na²ím zám¥rem nyní bude najít takovou skalární funkci £asu t, f(t), která optimáln¥

prochází mezi mezi nam¥°enými body a co nejlépe vystihuje reálnou £asovou závislost
pozorované veli£iny.

Triviálním °e²ením této úlohy v p°ípad¥ £asové závislosti je pospojování v²ech po £asov¥
sob¥ následujících bod· lomenou £árou {ti, yi}, p°ípadn¥ n¥jakou sice hladkou, ale dostate£n¥
zvln¥nou £árou (nap°. polynomem stupn¥ n−1), která by procházela d·sledn¥ v²emi nam¥°enými
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body1. Takovýto postup by m¥l své opodstatn¥ní pouze tehdy, pokud bychom jak £as, tak závisle
prom¥nnou veli£inu znali absolutn¥ p°esn¥, coº je nereálné. Mnohem hodnov¥rn¥j²í výsledky dává
prostá gra�cká metoda, kdy mezi body vynesenými do grafu táhneme od ruky hladkou k°ivku,
která dle na²eho p°esv¥d£ení co nejlépe vyjad°uje pozorovanou závislost. Tento zp·sob proloºení
v²ak není obecn¥ reprodukovatelný (i vy sami nakreslíte tu svou optimální k°ivku pokaºdé trochu
jinak), navíc se s tímto gra�ckým °e²ením potom dosti ²patn¥ pracuje.

B¥ºn¥ se proto dává p°ednost takovým metodám, které vedou k analytickému vyjád-
°ení prokládané funkce a k objektivnímu, reprodukovatelnému stanovení kritéria nejlep²í
shody. Obvykle si hned na po£átku de�nujeme tzv. regresní model (regression model).
Regresním modelem si z nekone£ného mnoºství funkcí, jimiº by bylo moºno pozorovanou
závislost proloºit, vybereme jen jistou omezenou mnoºinu funkcí, p°i£emº kaºdá z funkcí
této zvolené mnoºiny modelových funkcí bude pln¥ de�nována g p°edem neznámými vol-
nými parametry, které si pracovn¥ ozna£íme β1, β2, β3, ...βg. Veli£ina g pak vyjad°uje po£et

stup¬· volnosti (degree of freedom) zvoleného modelu. Na tom, jak si dokáºeme zvolit ten
správný regresní model, který v sob¥ obsahuje funkce co nejpodobn¥j²í reálné závislosti
y(t) a pouºít p°itom co nejmen²í po£et volných parametr·, pak závisí úsp¥ch celého na²eho
dal²ího po£ínání.

Pokud nevíme o fyzikální podstat¥ závislosti jedné z pozorovaných veli£in na druhé v·bec nic,
pak jako regresní model volíme soubor co nejjednodu²²ích funkcí - polynomy, harmonické funkce
- s nimiº lze snadno pracovat. Pokud v²ak jiº p°edem víme, jakou modelovou funkcí by m¥la být
pozorovaná závislost popsána, m¥li bychom jí dát p°ednost, protoºe jinak si zp·sobíme zbyte£né
problémy p°i interpretaci zji²t¥né závislosti. Správnou a citlivou volbou regresního modelu lze
ze souboru dat vyt¥ºit spoustu informací, naopak zvolením neadekvátního modelu, lze snadno
dosp¥t i ke zcela mylným a fale²ným vývod·m.

Regresní model p°edstavuje mnoºinu podobných funkcí, které se od sebe li²í jen jinými
hodnotami volných parametr· β1, β2, ...βg : f(t) = f(β1, β2, ...βg, t). Uspo°ádanou g−ticí
parametr· βj je výhodné zapisovat jako g-rozm¥rný vektor nebo sloupcovou matici β o
rozm¥rech g × 1 (g °ádk· a 1 sloupec): β = (β1, β2, ...βg)

T .
P°edpokládejme nyní, ºe jsme v rámci regresního modelu zvolili n¥jakou konkrétní

hodnotu vektoru parametr· pro i-té m¥°ení {ti, yi} pak lze vyjád°it odchylku ei tohoto
m¥°ení od dané závislosti vztahem

ei = yi − f(ti,β). (1)

Je zjevné, ºe £ím men²í budou odchylky m¥°ení od modelové p°edpov¥di, tím lep²í bude
proloºení.

Je v²ak t°eba navíc uváºit, ºe jednotlivá m¥°ení mají r·znou kvalitu, £i chcete-li váhu,
která bude n¥jak souviset s nejistotou jejich ur£ení σi. Je uºite£né zavést si tzv. modi�ko-

vanou odchylku ẽi, kde ẽi = ei/σi, a tu pak brát jako rozhodující p°i posuzování úsp¥²nosti
modelování n¥jakých pozorovaných závislostí, tedy:

ẽi =
ei
σi

=
yi − f(ti,β)

σi

. (2)

Na²ím úkolem nyní bude vybrat z mnoºiny funkcí, které p°ipou²tí zvolený regresní
model, f(t,β) popsaných vektorem β, takový vektor β = b, pro n¥jº budou modi�kované

1Tímto polynomem stupn¥ n− 1 m·ºe být t°eba Lagrange·v nebo Newton·v interpola£ní polynom.
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odchylky {ẽi} minimální. Onu podmínku minimálnosti je ov²em t°eba nejprve matema-
ticky precizovat. Nej£ast¥ji pouºívanou, a z mnoha d·vod· nejoblíben¥j²í (nikoli v²ak
jedinou2), je podmínka, aby sou£et £tverc· modi�kovaných odchylek pro v²echna m¥°ení,
ozna£ovaný b¥ºn¥ jako veli£ina χ2, tedy

χ2 =
n∑

i=1

ẽ2i =
n∑

i=1

(
ei
σi

)2

(3)

byl minimální. Z této podmínky pak vychází moderní varianta, jinak jiº letité metody
nejmen²ích £tverc·, které se budeme nadále v¥novat.

Metoda nejmen²ích £tverc· je nástroj, pomocí n¥hoº lze pom¥rn¥ jednodu²e stanovit
hodnoty parametr· zvoleného regresního modelu tak, aby tento model co nejlépe souhlasil
s tím, co jsme napozorovali. Pokud jsme m¥li ²´astnou ruku p°i výb¥ru modelu, budeme
moci i p°edpov¥d¥t, jak se zkoumaný objekt choval, a to i v dob¥, kdyº jsme jej nem¥li pod
dohledem. Budeme moci p°edpov¥d¥t, co by se s ním m¥lo dít v budoucnosti. V²echny tyto
p°edpov¥di známe i jistou dávkou nep°esnosti, která je dána jednak tím, ºe zvolený model
nemusí úpln¥ p°esn¥ odpovídat realit¥, ale zejména proto, ºe v²echna pozorovací data jsou
zatíºena jistou nep°esností danou zp·sobem m¥°ení a °adou neznámých faktor·, které
výsledky pozorování ovliv¬ují. Velkou p°edností MN� je, ºe umoº¬uje nejen p°edpovídat,
ale i odhadnout nejistotu t¥chto p°edpov¥di

2 Metoda nejmen²ích £tverc·

2.1. Hledání °e²ení metodou nejmen²ích £tverc·

Suma χ2(β) je bezrozm¥rná skalární funkce vektoru parametr· β:

χ2(β) =
n∑

i=1

[
yi − f(ti,β)

σi

]2
=

n∑
i=1

e2i
σ2
i

=
n∑

i=1

e2iw
2
i =

n∑
i=1

[yi − f(ti,β)]
2 wi, (4)

jeº je úm¥rná záporn¥ vzatému logaritmu pravd¥podobnosti daného °e²ení. Místo indivi-
duálních nejistot σi lze z výpo£etních d·vod· pouºít i individuální váhy3 dané vztahem:
wi = σ−2

i .
Hledejme nyní takový vektor β, (β = b) pro n¥jº je tato suma χ2 = χ2(β = b)

minimální. Funkci χ2(β) si lze p°edstavit jako zprohýbanou plochu v (g + 1) rozm¥rném
prostoru, kde g rozm¥r· je vyhrazeno pro sloºky vektoru β a g plus první rozm¥r je re-
zervován pro funk£ní hodnotu χ2(β). Obecn¥ m·ºe mít taková plocha dosti komplikovaný
vzhled. Nicmén¥ v¥t²inou na ní m·ºeme najít jedno nebo i více lokálních minim, z nichº
ov²em jen n¥která budou mít n¥jaký dobrý fyzikální smysl.

2Jinou takovou podmínkou m·ºe být minimálnost sou£tu absolutních hodnot modi�kovaných odchylek
nebo jejich £tvrtých mocnin. Nicmén¥ takto de�nované podmínky se pouºívají jen z°ídka, a ve zcela
od·vodn¥ných p°ípadech. Naopak £asto se pouºívají jisté modi�kace MN�, které dokáºí eliminovat hrubé
chyby. T¥mto modi�kacím se pak °íká robustní regrese.

3U t¥chto vah je v²ak t°eba mít na pam¥ti, ºe to nejsou bezrozm¥rné veli£iny, ale ºe mají individuální
rozm¥r dim(wi) = [dim(yi)]

−2.

3



0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
−4

−3

−2

−1

0

1

2

3

4

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
−4

−3

−2

−1

0

1

2

3

4

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
−4

−3

−2

−1

0

1

2

3

4

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
−4

−3

−2

−1

0

1

2

3

4

Fig. 1. Na t¥chto obrázcích si m·ºete ov¥°it sílu MN�. P°edpokládejme, ºe y je lineárn¥ závislé na
veli£in¥ x (typicky na £ase). Kaºdý z 1000 nam¥°ených bod· nech´ je zatíºen stejnou nejistotou σi. Nyní
si z t¥chto 1000 bod· náhodn¥ vybereme 20, které jsou na druhém obrázku zvýrazn¥ny krouºky. Z nich

vypo£teme odhad závislosti y(x) a znázorníme si ji. V grafu je pro informaci vynesena i výsledná
závislost, ov²em s v¥domím, ºe tuto závislost v té chvíli je²t¥ neznáme. Nyní je t°eba zvolit správný

model pro tuto závislost. I kdyº by v t¥chto 20 bodech bylo moºné vid¥t i úsek paraboly, dosta£ujícím
modelem závislosti tu bude p°ímka de�novaná dv¥ma parametry. Tato p°ímka se zjevn¥ dob°e shoduje

se skute£nou závislostí de�novanou padesátkrát více body, neº kolik jich máme k dispozici.

P°i hledání extrém· (minima nebo maxima) skalární funkce je vhodné si zavést pojem
gradient funkce. Gradient v daném bod¥ je vektor orientovaný v opa£ném sm¥ru neº
spádnice, p°i£emº délka vektoru je tím v¥t²í, £ím strm¥ji v daném bod¥ funkce probíhá.
�íseln¥ jsou sloºky vektoru gradientu funkce χ2, která je funkcí g prom¥nných parametr·,
rovny parciálním derivacím podle t¥chto parametr·

∇⃗χ2(b) =

(
∂χ2

∂β1

,
∂χ2

∂β2

, . . . ,
∂χ2

∂βg

)
. (5)

Gradient lze takto podle pot°eby chápat jako bu¤ jako vektor o g sloºkách nebo °ádkovou
matici s g sloupci. Pomocí gradientu sou£tu £tverc· odchylek lze podmínku pro nalezení
extrému funkce nebo jeho sedlového bodu lze pak elegantn¥ zapsat

∇⃗χ2(b) = 0, (6)
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kde 0 je °ádkový vektor o g sloºkách, jeº jsou v²echny rovny nule. Podmínka tak °íká,
ºe extrém (sedlový bod) skalární funkce nastává v takovém bod¥, kde v²echny sloºky
gradientu funkce jsou rovny nule. Nás ov²em zajímají práv¥ jen minima této funkce.
Velikost vektoru gradientu je v minimu nulová, jsme totiº na dn¥ - hloub¥ji se okolí
tohoto bodu dostat nelze. Popisované metod¥ hledání minima skalární funkce se proto
°íká téº gradientní metoda (gradient method).

Dosadíme-li nyní výraz pro váhovanou sumu £tverc· odchylek do (6) po krátkých
úpravách dojdeme k jediné vektorové podmínce

n∑
i=1

xi f(ti,b)

σ2
i

=
n∑

i=1

xi yi
σ2
i

,

nebo
n∑

i=1

xi f(ti,b)wi =
n∑

i=1

xi yi wi, (7)

xi = ∇⃗f(ti,b) =

(
∂f(ti,b)

∂β1

,
∂f(ti,b)

∂β2

, . . . ,
∂f(ti,b)

∂βg

)
. (8)

Vektor p°íslu²ný k i-tému m¥°ení xi s g sloºkami je tedy gradientem podle sloºek parame-
tr· prokládané funkce v daném bod¥. Sloºky tohoto vektoru tak lze pokládat za nezávislé
prom¥nné. Soustavu g obecn¥ nelineárních rovnic o g neznámých, sloºek parametru b pak
°e²íme b¥ºným zp·sobem.4

2.2. Odhad nejistot jednotlivých m¥°ení

V praxi se ob£as stává, ºe nemáme vºdy spolehlivou informaci o nejistotách {σi} pro jeden kaºdý
bod m¥°ení. P°itom v¥t²inou jde o m¥°ení provedená v minulosti, tedy neopakovatelná a tudíº
unikátní. N¥kdy o nejistotách vstupních údaj· nevíme zhola nic. Jenºe ony nejistoty k výpo£tu
χ2 nutn¥ pot°ebujeme. Nebylo by poctiv¥j²í oprá²it starou dobrou prostou metodu nejmen²ích

£tverc· se sumou £tverc· odchylek v podob¥: S(b) =
∑

[yi − f(ti, b)]
2, v níº není ani nejistoty

σi ani váhy wi zapot°ebí? Lze to ale v·bec takto ud¥lat?
Lze to u£init, ale jen v tom p°ípad¥, kdy máme co do £in¥ní s daty stejného druhu, o nichº

víme, ºe v²echna mají zaru£en¥ stejnou nejistotu σi = σ. Pokud by tato podmínka spln¥na
nebyla, nem¥li bychom MN� pouºívat nebo alespo¬ bychom nem¥li tvrdit, ºe jsme k n¥jakým
záv¥r·m dosp¥li pomocí této metody. Výsledky, které bychom dostali, by byly nutn¥ zkreslené,
zejména by nebylo moºné se spolehnout na odhady nejistot.

P°ipustíme-li, ºe v souboru zpracovávaných dat se nacházejí data nebo skupiny dat
s rozdílným rozptylem, s rozdílnou kvalitou5, je na²í povinností v²e ud¥lat pro to, abyste

4Triviálním p°íkladem regrese °e²ené pomocí MN� je nalezení st°ední hodnoty n nam¥°ených hodnot
{yi} se stejnou nejistotou σ. Model regresní funkce f(t) = β, xi = ∇⃗fi = ∂fi/∂β = 1, χ2(β) =
σ−2

∑
(yi − β)2.

Minimum funkce χ2(β) nastává v bod¥ β = b, v n¥mº platí, ºe ∂χ2/∂β = −2σ−2
∑

(yi − b) = 0, tedy
b = 1

n

∑
yi = y hledaným st°edem je aritmetický pr·m¥r. Suma kvadrát· modi�kovaných odchylek ẽ2i

pro b = y, χ2(β = y) = σ−2
∑

(yi − ȳ)2 = σ−2
∑

y2i − 2 yi y + y2 = nσ−2(y2 − y2).
Pou£ný je i pr·b¥h funkce = σ−2

∑
(yi − β)2 = σ−2

∑
y2i − 2β yi+ β2 = χ2(b) + nσ−2(β − y)2 � jde

o parabolu, k°ivku s minimem v β = b = ȳ s minimální hodnotou χ2(β)min = χ2(b).
5Zde úpln¥ sta£í, kdyº pouºíváme data od r·zných pozorovatel·, získaná r·znou pozorovací technikou,

v r·zných fotometrických �ltrech, v r·zných klimatických podmínkách atp.
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ony nejistoty £i váhy n¥jak odhadli a pouºili vztahy zohled¬ující rozdílné nejistoty, re-
spektive váhy jednotlivých m¥°ení.

Jak tedy onu nejistotu m¥°ení veli£iny σi odhadnout? P°edn¥ je t°eba se smí°it se
skute£ností, ºe onu nejistotu individuálního m¥°ení nikdy nedokáºeme ur£it p°esn¥: kaºdé
m¥°ení je jedine£né, neopakovatelné a nikdy zp¥tn¥ nebudeme znát v²echny okolnosti,
které v tu chvíli mohly vlastní m¥°ení ovlivnit. Jistým vodítkem nám sice m·ºe být udá-
vaná vnit°ní nejistota (chyba), která ov²em zpravidla p°edstavuje jen dolní odhad sku-
te£né nejistoty. Zde je t°eba si uv¥domit, ºe ona nejistota by se m¥la vztahovat k práv¥
pouºitému regresnímu modelu, který nemusí realitu popisovat ideáln¥.

Východiskem tu m·ºe být pouºití prosté metody nejmen²ích £tverc· s jednotkovými
váhami a s následnou analýzou kvality proloºení jednotlivými podskupinami v celém dato-
vém souboru. Zlep²ený odhad nejistot pak lze u£init za p°edpokladu, ºe p°esnost m¥°ení
v rámci ur£ité relativn¥ homogenní podskupiny dat bude nejspí² zhruba stejná (nap°.
m¥°ení z ur£ité noci v ur£itém �ltru atp.). Tato nejistota pro j−tou podskupinu m¥°ení
� σj je pak dána rozptylem m¥°ení podskupiny vzhledem k modelové p°edpov¥di. Platí
tedy: σji = σj. Takto lze up°esnit váhy v²ech m¥°ení ve zpracovávaném souboru a celou
regresi zopakovat. Po n¥kolika iteracích dojdeme k ustálenému stavu, kdy se jiº výsledky
nebudou dále m¥nit.

Odhadujeme-li nejistoty jednotlivých pozorování takto, musíme se smí°it s tím, ºe se
váºou na daný regresní model. P°i volb¥ jiného modelu, m·ºeme dostat pon¥kud odli²né
hodnoty odhad· σji = σj a tím i vah jednotlivých m¥°ení. Zku²enost v²ak ukazuje, ºe
tyto rozdíly povedou jen k marginálním zm¥nám ve výsledku, takºe je m·ºeme zanedbat.

3 Lineární regrese

�e²ení soustavy rovnic (7) v jejich obecnosti bývá dosti komplikované, takºe není divu,
ºe se vyhledají takové regresní modely, s nimiº by se dalo zacházet jednodu²eji. P°í-
jemná práce je s tzv. lineárními regresními funkcemi f(t,β), které je moºné vyjád°it jako
lineární kombinaci g funkcí £asu {x1(t), x2(t), . . . , xg(t)}, které tvo°í vektorovou funkci
x(t) = (x1, x2, . . . , xg). Hovo°íme pak o lineární regresní funkci nebo o lineárním regresním
modelu. Platí tedy

f(t,β) = β1 x1(t) + β2 x2(t) + . . .+ βg xg(t) =

g∑
j=1

βj xj(t) = β x(t) (9)

⇒ ∇⃗f(t,β) =

(
∂f

∂β1

,
∂f

∂β2

, . . . ,
∂f

∂βg

)
= x(t). (10)

Dosadíme-li nyní do rovnice (7) za f(t,β) dostaneme

n∑
i=1

x(ti)wi

g∑
j=1

bjxj(ti) =
n∑

i=1

x(ti) yi wi, (11)
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kde váha wi = σ−2
i . k-tou sloºku p°edchozí soustavy rovnic lze po roznásobení sum p°epsat

do tvaru
g∑

j=1

bj

n∑
i=1

xk(ti) xj(ti)wi =
n∑

i=1

yi xk(ti)wi. (12)

Celou soustavu g lineárních rovnic o g neznámých, jimiº jsou sloºky hledaného vektoru b
lze zapsat takto:

V11b1 + V12b2 + . . .+ V1gbg = U1

V21b1 + V22b2 + . . .+ V2gbg = U2

...

Vg1b1 + Vg2b2 + · · ·+ Vggbg = Ug,

(13)

kde

Vkj = Vjk =
n∑

i=1

xk(ti)xj(ti)wi; Uk =
n∑

i=1

yi xk(ti)wi. (14)

Soustavu g rovnic o g neznámých (bj) pak lze standardním zp·sobem °e²it. Nalezením
v²ech hledaných koe�cient· je pak nalezena i regresní funkce, kde β = b. Pokud nás
dále nezajímá p°esnost m¥°ení, hodnov¥rnost proloºení, chyby parametr· a neur£itost
p°edpov¥di, pak jsme hotovi.

3.1. Lineární regrese uºitím maticového po£tu

Lineární regresi lze elegantn¥ °e²it pouºitím maticového po£tu. Ten budeme p°ednostn¥
pouºívat i v následujícím textu.

Pozorovaný vztah mezi závisle prom¥nnou (nep°esn¥ m¥°enou veli£inou, nej£ast¥ji
hv¥zdnou velikostí, ale i t°eba radiální rychlostí, teplotou aj.) y a nezávislou prom¥nnou
(p°esn¥ m¥°enou veli£inou � typicky £asem) t m·ºe být proloºen vhodnou modelovou

funkcí f . Matematický model závislosti nech´ je ur£en uspo°ádanou g-ticí volných para-
metr· βj, ve form¥ sloupcového vektoru β = (β1, β2, . . . , βg)

T. Pokud je moºné modelovou
funkci f zapsat jako lineární kombinaci g r·zných funkcí £asu xk(t), tak hovo°íme o tzv.
lineární modelové funkci a lze psát

x = (x1, x2, . . . , xg) , f(x, β) =

g∑
k=1

βk xk = xβ. (15)

Zave¤me sloupcový vektor závislé veli£iny y s délkou n a matici X s rozm¥rem n× g

y =


y1

y2
...

yn

 ; X =


x11 x12 · · · x1g

x21 x22 · · · x2g

...
... . . . ...

xn1 xn2 · · · xng

 =


x1

x2

...

xn

 , (16)

kde yi je hodnota i-tého pozorování, xik je funk£ní hodnota k-té funkce pro i-té pozorovaní,
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f(ti) je hodnota °ádkového vektoru de�novaného v (10)6.

f(X, β) =


f1

f2
...

fn

 =


x1

x2

...

xn

 β = Xβ; W =


w1 0 · · · 0

0 w2 · · · 0
...

... . . . ...

0 0 · · · wn

 . (17)

kde W je diagonální matice n × n s vahami jednotlivých m¥°ení v diagonále, f(β) je
sloupcový vektor s jednotlivými hodnotami modelové funkce fi(xi) pro i-té pozorovaní
pro zadané β.

Jako objektivní míru úsp¥²nosti proloºení modelovou funkcí s parametry β pouºijeme
sou£et váhovaných £tverc· odchylek pozorovaných hodnot od p°edpov¥d¥ných χ2(β)

χ2(β) = [y − f(β)]TW [y − f(β)] = (yT − βTXT)W (y −Xβ) = (18)
yTWy − βTU−UTβ + βT Vβ = yTWy − 2βTU+ βT Vβ.

U je °ádkový vektor s délkou g, V je £tvercová matice g × g, jejíº inverzní matice H je
tzv. kovarian£ní matice:

U = XT Wy; V = XTWX; H = V−1 = (XT WX)−1. (19)

P°i proloºení modelovou funkcí f(t,β) metodou nejmen²ích £tverc· se bere za optimální
takové, pro n¥º je suma χ2 = χ2(β = b) minimální. V p°ípad¥ lineární modelové funkce
f(t,β) platí, ºe takové minimum je jen jediné. Pro °e²ení v podob¥ sady parametr· b a
sumu kvadrát· odchylek χ2(b) platí:

∂χ2

∂β

∣∣∣∣
β=b

= 0 = −2U+ 2Vb ⇒ b = HU = (XTWX)−1XT Wy. (20)

P°edpov¥¤ hodnot modelové lineární funkce pro β = b, yp je dána následujícím vztahem:

yp = Xb = [X (XTWX)−1XT W]y = Ξy. (21)

Výraz v hranaté závorce � symetrická matice Ξ o rozm¥ru n × n, která zde vystupuje
jako operátor, který kaºdé hodnot¥ pozorování p°i°adí její �vyhlazenou� hodnotu. Toto
zobrazení je tím v¥rn¥j²í, £ím více se matice Ξ blíºí jednotkové matici E(n, n).

Minimální sumu kvadrát· odchylek χ2 lze pro lineární regresi zapsat r·zn¥

χ2 = (y −Xb)TW(y −Xb) = yTWy − bTU = yTWy − yT
pWyp. (22)

V posledních dvou variantách vystupuje i váhovaná suma £tverc· funk£ních hodnot, coº
je veli£ina vstupní, vyplývající z pozorování, tudíº zcela nezávislá na modelování. Metodu

6Standardn¥ pouºívanými modely lineárních regresních funkcí jsou b¥ºné nebo trigonometrické po-
lynomy vhodných stup¬·. Jako p°íklad lze zvolit parabolický model, jenº je nejjednodu²²ím modelem
£ásti sv¥telné k°ivky s extrémem. Parabolický model lze p°edpokládat ve form¥: f(t) = β1 t

2 + β2 t+ β3,
f(t) = [t2, t, 1], X = [{t2i } {ti} {1}].
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nejmen²ích £tverc· tak lze alternativn¥ chápat i jako metodu nejv¥t²ích £tverc· modelo-
vých p°edpov¥dí. Tento pohled lze s výhodou vyuºít nap°. p°i hledání nejlep²ích period,
tedy p°i tvorb¥ LSM periodogram·.

Sumu £tverc· odchylek χ2(β) pro lineární regresní model lze po ur£itých úpravách zapsat v
následujícím instruktivním tvaru:

χ2(β) = χ2 +

g∑
k=1

(βk − bk)
2

n∑
i=1

x2ki
σ2
i

. (23)

Ze zápisu je okamºit¥ patrné, ºe funkce χ2(β) má tvar paraboloidu s minimem v bodu β = b.
Má tedy jediné a tudíº absolutní minimum.

3.2. Nejistoty parametr· modelu a p°edpov¥dí

V rámci °e²ení úlohy lineární regresí lze téº odhadnout st°ední rozptyl m¥°ení7 s2, dále
odhad nejistoty p°edpov¥di jednotlivých vstupních dat δyp a odhad nejistot parametr·
modelu δb

s2 =
χ2
µ

w
; δyp =

√
χ2
µ diag (XHXT); δb =

√
χ2
µ diag(H), kde χ2

µ =
χ2

n− g
. (24)

χ2
µ je pomocná bezrozm¥rná funkce, jejíº velikost závisí na adekvátnosti volby regres-

ního modelu a správnosti odhadu nejistot pouºitých dat. Operátor �diag� , aplikovaný na
£tvercovou matici, vytvo°í sloupcový vektor sestavený z prvk· nacházejících se na její
diagonále; operátor m·ºe fungovat i v opa£ném sm¥ru, aplikací na sloupcový vektor obdr-
ºíme £tvercovou matici, jejíº diagonálu tvo°í prvky vektoru v odpovídajícím po°adí. Je-li
v²e v po°ádku, pak platí χ2

µ ≈ 1±
√

2/(n− g).
Sloºky sloupcového vektoru δb se £asto uvád¥jí jako rigorózní odhad nejistot jednot-

livých parametr· modelu. Bohuºel, tento význam mají jen výjime£n¥, nicmén¥ na nich
ob£as trvají recenzenti odborných £lánk· a oponenti diplomových prací. Naproti tomu
velmi cenný je následující odhad p°edpov¥di modelu δf(t,b)

δf(t,b) =
√

χ2
µ xHxT =

√
w s2 xHxT =

√
χ2
µ ∇⃗f H (∇⃗f)T. (25)

Odhady nejistoty jednotlivých parametr· obsaºených ve vektoru °e²ení b, δb se zdají
být d·leºité, nebo´ p°ece pomocí nich lze odhadnout i nejistotu libovolného výrazuQ(β, t),
a to podle notorického zákona o ²í°ení chyb

δQ(β, t) =

√√√√ g∑
k=1

(
∂Q

∂βk

δbk

)2

, (26)

který lze p°epsat do elegantn¥j²ího tvaru zahrnujícího i výpo£et vektoru chyb δb

δQ(β, t) =
√

χ2
µ ∇⃗Q diag(H) (∇⃗Q)T, kde ∇⃗Q(β) =

(
∂Q

∂β1

,
∂Q

∂β2

, . . . ,
∂Q

∂βg

)
, (27)

7Tato veli£ina má ov²em fyzikální význam pouze tehdy, zpracováváme-li m¥°ení stejného druhu (se
stejnou fyzikální jednotkou - mag, km/s apod.). V opa£ném p°ípad¥ je význam veli£iny s2 £ist¥ formální.
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kde ∇⃗Q(β) je °ádkový vektor gradientu funkce Q podle jednotlivých parametr·.
Jenºe výrazy (26,27) platí pouze tehdy, je-li kovarian£ní matice H diagonální, jinými

slovy � jednotlivé parametry v daném výrazu nejsou korelované. V obecném p°ípad¥ takto
dostaneme jen horní hranici nejistoty. Chcete-li postupovat korektn¥, m¥li byste pouºít
následující, jist¥ je²t¥ elegantn¥j²í vztah

δQ =
√

χ2
µ ∇⃗QH (∇⃗Q)T. (28)

Funkcí Q m·ºe být i první nebo druhá derivace modelové funkce podle £asu ḟ , f̈ , coº jsou
veli£iny nezbytné nap°. k výpo£tu nejistoty ur£ení okamºiku extrému sv¥telné k°ivky:

δḟ(t,b) =
√

χ2
µ ∇⃗ḟ H (∇⃗ḟ)T =

√
χ2
µ ẋH ẋT; (29)

δf̈(t,b) =
√

χ2
µ ∇⃗f̈ H (∇⃗f̈)T =

√
χ2
µ ẍH ẍT, (30)

kde ẋ(t) = (ẋ1(t), ẋ2(t), . . . , ẋg(t)) a ẍ(t) = (ẍ1(t), ẍ2(t), . . . , ẍg(t)).

3.3. Základní regresní modely - aplikace lineární regrese

Následuje n¥kolik praktických p°íklad· aplikace lineární regrese metody nejmen²ích £tverc·,
které mají ilustrovat zp·sob, jak lze metodu lineární regrese v maticové podob¥ pouºívat.
Pokud tyto p°íklady n¥komu p°ipadnou jako triviální, pak se nemýlí, nebo´ jde o zám¥r.
Pokud ov²em zvládnete toto, m·ºete si troufnout na sloºit¥j²í modely.

V °ad¥ p°íklad· budou s výhodou pouºity n¥které st°ední veli£iny, nezávislých i zá-
vislých veli£in t a y:

tmyl =
n∑

i=1

tmi yli wi

/ n∑
i=1

wi, (31)

utt = t2 − t̄2, st =
√
utt, uyy = y2 − ȳ2, sy =

√
uyy, uty = ty − t̄ ȳ, (32)

r =
ty − t̄ t̄

st sy
=

√
u2
ty

utt uyy

=
uty

st sy
(33)

Korela£ní koe�cient r je bezrozm¥rná veli£ina nabývající hodnotu mezi -1 a 1, p°i£emº 0
je roven tehdy, kdy mezi veli£inami t a y neexistuje ºádná lineární korelace, ±1 je roven
tehdy, kdy jsou v²echny hodnoty {ti, yi} vyskládány na jediné p°ímce. Individuální váha
souvisí s nejistotou takto: wi = σ−2

i .

3.4. Pr·m¥rná hodnota

V p°ípad¥, ºe mezi n dvojicemi t a y datového souboru {ti, yi, σi} neexistuje ºádná závislost
(korela£ní koe�cient je blízký nule), bude hodnota y(t) v mezích chyb nejspí² konstantní. Regresní
model pak m·ºeme sestavit takto: yi = β + ei, f(β) = β. Optimální hodnotu β, p°i níº je
váºená suma £tverc· modi�kovaných odchylek ẽi = ei/σi minimální, b, nazveme váºenou st°ední
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hodnotou. M·ºeme ji najít p°ímo minimalizací výrazu χ2(β):

χ2(β) =

n∑
i=1

ẽ2i =

n∑
i=1

(
yi − β

σi

)2

=

n∑
i=1

y2i
σ2
i

− 2β

n∑
i=1

yi
σ2
i

+ β2
n∑

i=1

1

σ2
i

, (34)

∂χ2(b)

∂β
= −2

n∑
i=1

yi
σ2
i

+ 2 b

n∑
i=1

1

σ2
i

= 0; ⇒ b =

∑
yi σ

−2
i∑

σ−2
i

=

∑
yiwi∑
wi

= y; (35)

χ2(y) =

n∑
i=1

y2i − y2

σ2
i

; χ2(β) = χ2(y) + (β − y)2
n∑

i=1

σ−2
i . (36)

Grafem funkce χ2(β) je parabola s minimem v β = ȳ a funk£ní hodnotou χ2(y) (viz (36)).
I kdyº minimalizací funkce χ2(β) lze st°ední hodnotu vypo£ítat p°ímo, zkusme si nyní ze

cvi£ných d·vod· v²echny pot°ebné vztahy odvodit pomocí maticových vztah·.

X = [1, 1, . . . , 1]T, Y = [y1, y2, . . . , yn]
T, W = diag[σ−2

1 , σ−2
2 , . . . , σ−2

n ]; (37)

V = XTWX =
∑

σ−2
i ; H = V−1 =

1∑
σ−2
i

, (38)

U =
∑

yi σ
−2
i , b = HU =

∑
yi σ

−2
i∑

σ−2
i

= y, (39)

χ2(y) = YTWY − bTU =
∑

(y2i − y2)σ−2
i ; s2 =

χ2(y)

σ−2 (n− 1)
= s2y

n

n− 1
, (40)

χ2
µ =

χ2

n− 1
, δb =

√
χ2
µ diag(H) =

s√
n
, δyp = s

√
χ2
µ diag (xHxT) = s. (41)

Za pov²imnutí jist¥ stojí, ºe vztahy pro b, σ, δb a δyp jsou formáln¥ stejné jako v p°ípad¥ bez vah.
Rozdíl ov²em je v tom, jak jsou de�novány st°ední veli£iny, z nichº se p°i výpo£tu vychází.

3.5. P°ímka jdoucí po£átkem

Ob£as se m·ºeme setkat se situací, kdy je jeden nebo více bod· závislosti pevn¥ �xováno. Z této
skute£nosti musíme p°i volb¥ regresního modelu vycházet. Nejjednodu²²ím p°íkladem toho druhu
je na²e o£ekávání, ºe n bod· o sou°adnicích [ti, yi] se stejnými váhami lze proloºit p°ímkou jdoucí
bodem o sou°adnicích [0, 0], neboli po£átkem. Regresní model je pak: yi = βti+ei, f(β, t) = β t.
Optimální hodnotu β = b, p°i níº je váºená suma kvadrát· odchylek ei minimální, nazveme
tentokrát koe�cientem úm¥rnosti.

I zde budeme p°edpokládat, ºe kaºdému z bod· m¥°ení bude p°isouzena ur£itá individuální
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váha wi = 1/σ2
i .

X = [t1, t2, . . . , tn]
T, y = [y1, y2, . . . , yn]

T, W = diag[w1, w2, . . . , wn], (42)

V = XTWX = nw t2, H = V−1 =
1

nw t2
, U = XTWy =

n∑
i=1

yi ti = nw ty, (43)

b = HU =

∑n
i=1 ti yiwi∑n
i=1 t

2
i wi

=
t y

t2
, (44)

yp = b t, R = yTWy − bTU = nw
(
y2 − b t y

)
= nw

[
y2 −

(
ty
)2

t2

]
, (45)

s2 =
χ2

w(n− 1)
=

n
[
t2y2 −

(
t y
)2]

(n− 1) t2
, δb = s

√
wH =

s√
n t2

, (46)

x =
∂f

∂β
= t; δyp = s

√
w x(t)Hx(t)T = s

√
t2

n t2
. (47)

3.6. Proloºení obecnou p°ímkou

P°i zpracování £asov¥ prom¥nných pozorovacích dat se m·ºeme £asto setkat s úlohou nalezení
parametr· £asové trendu, p°i£emº se v prvním p°iblíºení nej£ast¥ji p°edpokládá, ºe mezi závislou
veli£inou y a nezávislou veli£inou t (standardn¥ £asem m¥°ení) existuje lineární závislost. Jinými
slovy body v grafu lze proloºit p°ímku. Regresní model pro takovou situaci je z°ejmý: yi =
β1 + β2 ti + ei.

P°ímka nech´ je prokládána n body o sou°adnicích [ti, yi], p°i£emº kaºdému z bod· je p°i-
souzena jeho individuální váha wi. �e²ením úlohy je nalezení vektoru b se sloºkami b1, b2, pro
n¥º je suma χ2(β1, β2) minimální:

χ2(β1, β2) =

n∑
i=1

wi(yi − β1 − β2 ti)
2, (48)

∂χ2

∂β1
= −2

n∑
i=1

wi(yi − b1 − b2 ti) = 0,
∂χ2

∂β2
= −2

n∑
i=1

wi(yi − b1 − b2 ti) ti = 0. (49)

Soustavu dvou rovnic o dvou neznámých (49) °e²íme prost°edky maticového po£tu:

X =


1 t1

1 t2
...

...

1 tn

 ; y =


y1

y2
...

yn

 ; W =


w1 0 · · · 0

0 w2 · · · 0
...

...
. . .

...

0 0 · · · wn

; (50)

V = XTWX = nw

[
1 t̄

t̄ t2

]
; U = XTWy = nw

[
ȳ

ty

]
; (51)

H = V−1 =
1

nw utt

[
t2 −t̄

−t̄ 1

]
; b =

[
b1

b2

]
= HU =

1

utt

[
t2 y − t ty

−t y + ty

]
. (52)
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P°esv¥d£te se, ºe platí: yp = ȳ, tedy, ºe regresní p°ímka prochází t¥ºi²t¥m.

χ2 = yTWy − bTU = nw
(
y2 − b1 ȳ − b2 t y

)
, χ2

µ =
χ2

n− 2
, (53)

s2 =
χ2
µ

w
, x = [1, t]; yp = xb, δyp =

√
χ2
µ xHxT =

s√
n

√
1 +

(t− t̄)2

s2t
, (54)

δb2 =
√

χ2
µH22 =

s

st
√
n
, δb1 =

√
χ2
µH11 =

s

st

√
t2

n
= δb2

√
t2. (55)

Nejistota sm¥rnice p°ímky δb2 tedy nezávisí na umíst¥ní po£átku, zatímco chyba absolutního
£lenu δb1 ano. Minimální je tato chyba v p°ípad¥, kdy po£átek sou°adnic ztotoºníme s t¥ºi²t¥m.
Nejistota pak bude δb1 = s/

√
n. Absolutní £len b1 lze geometricky interpretovat jako úsek na ose

y, který na ní vytíná regresní p°ímka. Neur£itost polohy tohoto pr·se£íku udává chyba p°edpov¥di
δyp(t = 0) v bod¥ 0. �íseln¥ je tato chyba rovna chyb¥ absolutního £lenu δb1, tak jak je uvedeno
v (55).

Korela£ní koe�cient r je dobrou mírou toho, jak dob°e práv¥ p°ímka vystihuje pozorovanou
£asovou závislost

r =
ty − t̄ t̄

st sy
=

uty
st sy

. (56)

3.7. Proloºení £asových °ad polynomem

P°i zpracování del²ích £asových °ad £asto aproximujeme vývoj pozorované veli£iny y polynomem
°ádu °ádu g−1. Lineární regresní model p°edpokládáme ve tvaru: yi = β1+β2 ti+. . .+βg t

g−1
i +ei.

Polynomiální závislost nech´ je prokládána n body o sou°adnicích [ti, yi], p°i£emº kaºdému z
bod· je p°isouzena jeho individuální váha wi. �e²ením úlohy je nalezení sloupcového vektoru b s
g sloºkami b1, b2, . . . , bg, pro n¥º je suma váhovaných £tverc· odchylek χ2(β1, β2, . . . , βg) = χ2(β)
minimální. �e²íme pomocí maticového po£tu. De�nice matic W a y je táº jako v (50), jediný
rozdíl je v matici X:

X =


1 t1 t21 · · · tg−1

1

1 t2 t22 · · · tg−1
2

...
...

...
. . .

...

1 tn t2n · · · tg−1
n

 , (57)

nazývané téº matice Vandermondova.

3.8. Proloºení £asových °ad harmonickým polynomem

�ada astrofyzikálních d¥j· probíhá více £i mén¥ periodicky. Známe-li z d°ív¥j²ka parametry
periodicity, lze si zavést tzv. fázovou funkci ϑ, kterou dostanete jako sou£et b¥ºné fáze φ a epochy
E. Pokud je perioda P konstantní, lze si fázovou funkci vypo£ítat jednoduchým vztahem:

ϑ =
t−M0

P
, (58)

kde t je juliánské datum pozorování, M0 je juliánské datum po£átku po£ítání fázové funkce, P
je �xní perioda ve dnech.

Pozorované periodicky se m¥nící veli£iny y (jasnosti, radiální rychlosti, intenzity spektrálních
£ar, indukce magnetického pole aj.) vytvá°ejí fázovou k°ivku, kterou nej£ast¥ji znázor¬ujeme jako
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závislost prom¥nné veli£iny na fázi φ = frac(ϑ). Fázové k°ivky zpravidla prokládáme harmonic-
kým polynomem stupn¥ q = (g−1)/2, kde g je po£et stup¬· volnosti. Matematický model s har-
monickým polynomem stupn¥ q lze zapsat: yi = β1+

∑q
k=1 β2k cos(2 k π ϑi)+β2k+1 sin(2 k π ϑi)+

ei.8 Odpovídající matice X:

X =


1 cos(2πϑ1) sin(2πϑ1) cos(4πϑ1) sin(4πϑ1) · · · cos(2qπϑ1) sin(2qπϑ1)

1 cos(2πϑ2) sin(2πϑ2) cos(4πϑ2) sin(4πϑ2) · · · cos(2qπϑ2) sin(2qπϑ2)
...

...
...

...
...

. . .
...

...

1 cos(2πϑn) sin(2πϑn) cos(4πϑn) sin(4πϑn) · · · cos(2qπϑn) sin(2qπϑn)

 .

(59)

3.9. Zobecn¥ní lineární regrese II - více nezávisle prom¥nných

Aº doposud jsme jako jedinou nezávislou prom¥nnou brali £as a v²e jsme nahlíºeli z hlediska
£asové prom¥nnosti. Sloºky vektoru x = (x1, x2, . . . , xg) pak byly funkcemi £asu. To v²ak me-
toda nejmen²ích £tverc· v·bec nevyºaduje. Jednotlivé poloºky mohou mohou být t°eba funkcemi
prostorových sou°adnic, rychlosti nebo to mohou být jen indikace popisující povahu m¥°ení (zda
²lo t°eba o fotometrické m¥°ení £i m¥°ení radiálních rychlostí nebo intenzity spektrálních £ar).
V²e to jsou nezávislé, nenáhodné veli£iny charakterizující konkrétní m¥°ení v rámci zvoleného
komplexního modelu. Proto má smysl dívat se na celý soubor veli£in obsaºených ve vektoru
xi = (xi1, xi2, . . . , xig) p°ímo jako na soubor g nezávislých veli£in, které mohou nabývat r·zných
hodnot. Pro ur£itý typ m¥°ení mohou být n¥které z nezávislých prom¥nných rovny 0, pro jiný
typ m¥°ení mohou být nulové jiné nezávislé prom¥nné. Ve vektoru yi = (y1, y2, . . . , yn)

T s nam¥-
°enými veli£inami jsou pak jednotlivé poloºky °azeny £asto v po°adí, v jakém byly nam¥°eny.
P°íklad: Takovým lineárním modelem m·ºe být funkce se dv¥ma stupni volnosti popisující m¥°ení
²í°ky a délky n¥jakého obdélníku. V p°ípad¥, ºe v i-tém m¥°ení m¥°íme ²í°ku, je xi = (0, 1), jde-li
naopak o m¥°ení délky, pak je xi = (1, 0), yi je ona nam¥°ená veli£ina. Modelová funkce pro i-té
m¥°ení pro fi = β1 xi1 + β2 xi2 = xi β, β1 je délka, β2 je ²í°ka. Cílem zpracování je najít st°ední
velikost t¥chto parametr· b na základ¥ n m¥°ení. P°i výpo£tu budeme p°edpokládat, ºe váhy
v²ech m¥°ení jsou jednotkové - tedy ºe je m¥°íme se stejnou chybou.

3.16 ²

2.15 d

2.18 d

3.13 ²

2.15 d

2.19 d

3.13 ²

; y =



3.16

2.15

2.18

3.13

2.15

2.19

3.13


; X =



0 1

1 0

1 0

0 1

1 0

1 0

0 1


; H =

(
1
4 0

0 1
3

)
; b =

2.168± 0.009

3.140± 0.010
. (60)

Výhodou tohoto p°ístupu je, ºe m·ºeme solidn¥ odhadnout sm¥rodatnou odchylku a tedy i nejis-
totu ur£ení hledané délky a ²í°ky. Vzhledem k tomuto zobecn¥ní se takto mohou pod sebe dostat
i velmi odli²né typy m¥°ení s velmi odli²ným rozsahem m¥°ených veli£in. Proto je d·leºité, aby
byly jednotlivé typy m¥°ení správn¥ ocen¥ny svou vahou wi nep°ímo úm¥rnou své disperzi.

8Zde je t°eba mít na pam¥ti skute£nost, ºe fázová funkce je funkcí periody, která se m·ºe v pr·b¥hu
£asu m¥nit. Úlohu, kde bychom krom¥ tvaru sv¥telné k°ivky °e²ili i £asový vývoj periody, lze zvládnout
aº prost°edky nelineární regrese.
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Nalezení okamºiku minima ze dvou sad pozorování - domácí úloha

Cílem této domácí úlohy je aplikace zobecn¥né lineární regrese na problém, který simuluje
situaci, do níº se pozorovatelé prom¥nných hv¥zd £asto dostávají.

P°edstavme si, ºe dva pozorovatelé v odli²ných £asových pásmech spolupracovali p°i pozoro-
vání minima jasnosti ur£ité dlouperiodické prom¥nné hv¥zdy, p°i£emº spolupracujícímu �í¬anovi
(q = 1) se poda°ilo provést celkem 15 pozorování, vesm¥s na sestupné v¥tvi. �eský pozorovatel
(q = 2) zachytil aº výstup sv¥telné k°ivky z minima v 30 pozorováních ov²em s pon¥kud hor²í
kvalitou. Samotné minimum ºádný z pozorovatel· nezachytil.

V obou p°ípadech se pozorování vedla ve �ltru V , hv¥zdné velikosti se vztahovaly k vybrané
srovnávací hv¥zd¥, pozorovatelé se v²ak neshodli na její volb¥, takºe sv¥telné k°ivky na sebe
nenavazovaly. Sv¥telné k°ivky byly simulovány parabolou

∆m(t) = a1 (t− tmin)
2 + a5 δi1 + a6 δi2 = a1 t

2 + a2 t+ a3 δi1 + a4 δi2, tmin = − a2
2 a1

, (61)

kde a1 je koe�cient parabolického £lenu (pro simulaci zvoleno a1 = 1), tmin je okamºik minima
(zvoleno tmin = 0, 350), a5, a6 jsou rozdíly hv¥zdné velikosti v minimu jasnosti pro £ínského
a £eského pozorovatele (zvoleno a5 = 0,000, a6 = 0,400). Funkce δi1 = 1, pokud jde o pozorování
�í¬ana, jinak δi1 = 0, naproti tomu δi2 = 1, pokud jde o pozorování �echa, jinak δi2 = 0. a2 je
lineární £len, a3, a4 jsou hodnoty ∆m(t = 0) pro jednotlivé pozorovatele. Okamºiky pozorování
jsou udávány ve dnech od za£átku ur£itého juliánského dne. Jednotlivé okamºiky ti byly voleny
náhodn¥ v intervalu 0 aº 0,3 (q = 1) a 0,4 aº 0,8 (q = 2). K simulovaným hodnotám rozdílu
hv¥zdné velikosti ∆m(ti) ur£eným vztahem (61) pro dané hodnoty £as· ti byl p°i£ten náhodný
gaussovský ²um o standardních odchylkách postupn¥: s1 = 0.005 mag a s2 = 0.007 mag. Tabulka
s takto nasimulovanými £asy ti a hodnotami ∆m(ti) v£etn¥ p°íznaku q následuje.

ti ∆mi q ti ∆mi q ti ∆mi q

0,013 0,117 1 0,428 -0,037 2 0,596 0,014 2

0,039 0,093 1 0,455 -0,035 2 0,609 0,015 2

0,053 0,086 1 0,473 -0,042 2 0,623 0,026 2

0,100 0,058 1 0,486 -0,036 2 0,623 0,002 2

0,112 0,054 1 0,488 -0,031 2 0,634 0,033 2

0,114 0,055 1 0,489 -0,024 2 0,672 0,049 2

0,120 0,056 1 0,502 -0,035 2 0,672 0,056 2

0,131 0,041 1 0,502 -0,032 2 0,681 0,063 2

0,132 0,051 1 0,543 -0,017 2 0,697 0,086 2

0,206 0,014 1 0,549 -0,005 2 0,739 0,102 2

0,220 0,020 1 0,561 0,005 2 0,740 0,095 2

0,248 0,019 1 0,568 -0,005 2 0,743 0,097 2

0,252 0,006 1 0,572 0,006 2 0,743 0,101 2

0,264 0,005 1 0,573 0,005 2 0,761 0,123 2

0,294 -0,006 1 0,587 0,007 2 0,772 0,133 2
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Va²ím úkolem bude:

• Nakreslit graf pozorovaných sv¥telných k°ivek.

• Pomocí lineární regrese se stejnými vahami jednotlivých m¥°ení vypo£ítat zvlá²´ pro 1. a 2.
sadu pozorování hodnotu koe�cient· a1, a2, a3, p°ípadn¥ a4, v£etn¥ odhadu jejich nejistot,
hodnoty standardní odchylky. Výsledné hodnoty mezi sebou porovnejte a srovnejte je se
zadanými parametry simulace.

Vypo£ítejte dále okamºiky tmin, v£etn¥ nejistoty jejich ur£ení, p°i£emº vyuºijete vztah
uvedený v (61) a vztah pro výpo£et odhadu chyby funkce koe�cient· (28) a funk£ní hod-
notu v minimu proloºené paraboly a5 a a6, v£etn¥ nejistoty. Výsledné hodnoty mezi sebou
porovnejte a srovnejte je se zadanými parametry simulace.

• Spojte ob¥ pozorování dohromady a p°edpokládejte, ºe absolutní £leny lineární regrese jsou
r·zné. P°edpokládejte nejprve, ºe váhy v²ech pozorování jsou identické, rovné 1. Vypo£t¥te
koe�cienty a1, a2, a3, a4, v£etn¥ odhadu jejich nejistot, hodnotu standardní odchylky. Vý-
sledné hodnoty mezi sebou porovnejte a srovnejte je se zadanými parametry simulace.

• Vypo£ítejte standardní odchylky vzhledem k p°edpov¥di v·£i tomuto modelu zvlá²´ pro
£ínské a £eské pozorování. Pomocí nich vypo£t¥te normalizovanou váhu jednotlivých £ín-
ských a £eských pozorování. S t¥mito vahami pak opakujte výpo£et parametr· a1, a2,
a3, a4, v£etn¥ odhadu jejich nejistot, hodnotu standardní odchylky. Výsledné hodnoty
mezi sebou porovnejte a srovnejte je se zadanými parametry simulace.

• Vypo£ítejte okamºik tmin, v£etn¥ nejistoty jeho ur£ení, a funk£ní hodnotu v minimu prolo-
ºené paraboly a5 a a6, v£etn¥ nejistoty. Výsledné hodnoty mezi sebou porovnejte a srovnejte
je se zadanými parametry simulace.

• Pro spojené sady pozorování p°edpov¥zte funk£ní hodnoty a jejich nejistoty pro ob¥ sady
pozorování. Diskutujte, vyneste do grafu.
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Fig. 2. Na obrázku jsou kole£ky znázorn¥na simulovaná pozorování prom¥nné hv¥zdy v okolí jejího
minima jasnosti. Vnit°ní p°esnost jednotlivých m¥°ení je znázorn¥na ²edými chybovými úse£kami.
Proloºená parabola je nazna£ena £ernými te£kami s chybovými úse£kami odpovídajícími nejistot¥

p°edpov¥di pomocí zvoleného parabolického lineárního modelu.
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